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			A quién va dirigido y qué es necesario para empezar

			En este libro emprendemos un viaje por el emocionante mundo del Deep Learning con Keras y PyTorch. Desde los conceptos fundamentales hasta las aplicaciones más populares, a lo largo de las siguientes páginas explicaremos progresivamente los contenidos necesarios para construir soluciones de Deep Learning con los frameworks más utilizados en la actualidad y proporcionaremos ejemplos y ejercicios para facilitar el aprendizaje y el desarrollo de habilidades prácticas.

			Para sacar el máximo provecho de este manual, se recomienda destreza en programación y conocimientos básicos del lenguaje Python. Sin embargo, no es necesaria experiencia previa en el campo del Deep Learning, pues el libro abarca también los aspectos teóricos fundamentales. Aquellos que no estén familiarizados con Keras y PyTorch encontrarán en estas páginas una guía completa y accesible para comenzar su travesía en este emocionante campo. Por otro lado, si ya cuentas con cierto conocimiento en Keras y PyTorch, este texto representa un valioso recurso para profundizar en detalles y aplicaciones más avanzadas y llevar tus habilidades al siguiente nivel.

			Los requisitos para aprovechar plenamente esta experiencia de aprendizaje son sencillos:

			•Disponer de un ordenador con Python instalado.

			•Tener acceso a Internet para descargar las bibliotecas necesarias y los conjuntos de datos.

			Así, estaremos preparados para comenzar este ilusionante viaje por el mundo del Deep Learning con Keras y PyTorch.

			Estructura del libro

			En el diseño de este libro hemos seguido un enfoque eminentemente práctico. Salvo en los capítulos más introductorios, todos los conceptos se explican mediante ejemplos de código Python utilizando Keras y PyTorchy se trabajan después de manera integral en los casos de estudio específicos de cada capítulo. Los casos de estudio se irán alternando entre los dos frameworksy se podrá encontrar la solución en la otra alternativa en los apéndices del final. Además, las soluciones a todos los casos de estudios se encuentran recogidas en el repositorio oficial del libro (ver abajo la sección «Información de soporte»), para que el lector pueda examinar, ejecutar y modificar el código fuente de manera cómoda.

			El libro está dividido en tres partes principales, cada una de ellas enfocada en distintos aspectos clave. A continuación, ofrecemos una breve reseña sobre sus contenidos y los capítulos que las componen.

			Parte I: Introducción

			Esta primera parte del libro se enfoca en proporcionar una base fundamental para comprender el Deep Learning, la forma de plantear proyectos basados en esta tecnología y las principales características de los frameworks Keras y PyTorch. En definitiva, en esta parte se proporcionan los cimientos sobre los trabajar en el resto del libro.

			En el capítulo 1 «Introducción al Deep Learning» se destaca la relevancia de la inteligencia artificial (IA) en la era tecnológica actual y cómo el Deep Learning ha impulsado aplicaciones exitosas en diversos campos. Se contextualiza el Deep Learning en el panorama más amplio de la IA, explicando la diferencia entre programación tradicional y aprendizaje automático. Se presenta el Deep Learning como un tipo de aprendizaje automático que utiliza redes neuronales con múltiples capas, enfocadas en aprender representaciones de manera autónoma para permitir una adaptabilidad y rendimiento superiores. El capítulo también enumera diversas aplicaciones destacadas del Deep Learningy resalta cómo esta tecnología está transformando radicalmente múltiples sectores y creando nuevas posibilidades.

			En el capítulo 2 «Aspectos generales del Deep Learning» se abordan temas fundamentales para comprender y desarrollar proyectos de Deep Learning. Se enumeran y describen las etapas clave en un proyecto, como la formulación del problema, la preparación de datos, el diseño de la red neuronal, el entrenamiento del modelo o la evaluación. Además, se introducen los conceptos de «tipos de entrada» (como vectores de características, imágenes o secuencias) y «tipos de salidas» (como clasificación o regresión)y se destaca cómo influyen en la elección de la arquitectura de la red neuronal. En general, el capítulo proporciona una base sólida para entender los conceptos y procesos clave involucrados en el desarrollo de proyectos basados en Deep Learning.

			En el capítulo 3 «Keras y PyTorch» se introducen los dos frameworks de Deep Learning que vertebran este libro. El objetivo es proporcionar al lector una comprensión general de su funcionamiento, así como sus ventajas y desventajas. Se presentan ejemplos prácticos simples para definir distintas arquitecturas de red neuronal en cada framework, y se destaca diferencias e identificar similitudes. Al finalizar el capítulo, el lector estará capacitado para trabajar con Keras y PyTorch en el resto del libro.

			Parte II: Fundamentos

			La segunda parte del libro entra de lleno en los conceptos fundamentales para la construcción de las principales arquitecturas de redes neuronales y su implementación mediante los frameworks Keras y PyTorch.

			En el capítulo 4 «Perceptrón multicapa» se aborda en detalle el modelo del perceptrón multicapa, fundamental para entender las arquitecturas neuronales modernas. El lector aprenderá a definir redes neuronales con topologías multicapa y utilizarlas para tareas de clasificación y regresión. También se guía al lector en la implementación de un modelo específico destinado a la clasificación de dígitos manuscritos.

			El capítulo 5 «Redes neuronales convolucionales» se centra en las capas convolucionales, la opción más utilizada para tratar problemas de procesamiento de imagen. Se presentarán las operaciones fundamentales de este tipo de redes, como son la convolución y el submuestreo. Se guiará al lector en la implementación de una arquitectura completa para realizar la clasificación de dígitos manuscritos, facilitando la comparación con el caso de estudio del capítulo anterior.

			El capítulo 6 «Redes neuronales recurrentes» se enfoca en las redes recurrentes y su aplicación en el procesamiento de datos secuenciales. Se abordarán conceptos clave como las neuronas recurrentes y se explicarán las distintas formulaciones que estas habilitan en contextos secuenciales. También se explorarán variantes avanzadas como las LSTM y las GRU, que permiten aprender dependencias más complejas. En este capítulo se proporciona un caso práctico en el que se implementa una red recurrente para predecir valores de bolsa.

			Parte III: Conceptos avanzados y aplicaciones

			En la última parte aprovechamos para explicar aspectos más avanzados en el entrenamiento y uso de redes neuronales, así como para realizar un repaso a las arquitecturas y estrategias más comunes en dos de los campos de mayor aplicación: la visión por computador y el procesamiento de lenguaje natural. Se concluye el libro con un capítulo en el que se describen brevemente diferentes conceptos y arquitecturas que no han tenido cabida en otros capítulos.

			En el capítulo 7 «Convergencia y ajuste de modelos» se abordan los problemas que pueden surgir durante el entrenamiento de una red neuronal, como el sobreajuste. Se describen numerosas técnicas y estrategias para paliar estos inconvenientes y mejorar la generalización de los modelos. El capítulo concluye con la importancia de realizar experimentos comparativos para evaluar diferentes alternativas en el contexto del Deep Learning mediante un caso de estudio que utiliza las técnicas vistas durante este apartado.

			El capítulo 8 «Visión por computador» proporciona una primera inmersión en este campo de aplicación del Deep Learning. Muestra cómo identificar aplicaciones relevantes, utilizar arquitecturas populares y aprovechar la técnica de transferencia de aprendizaje para resolver problemas de manera eficiente. El capítulo cierra con un caso de estudio que incluye el uso de una red preentrenada para la segmentación de mascotas en imágenes.

			En el capítulo 9 «Procesamiento de Lenguaje Natural» se explora la aplicación de Deep Learning para el procesamiento y comprensión del lenguaje humano. Se abordan técnicas clave, como la representación de palabras mediante word embeddings, que permite convertir palabras en vectores numéricos para capturar significados semánticos. También se explica el mecanismo de atención y la famosa arquitectura Transformer, una innovadora estructura que ha revolucionado el campo en los últimos años. Como caso de estudio se guía al lector en la creación de un traductor automático de español a inglés.

			En el capítulo 10 «Siguientes pasos» se presenta una perspectiva más amplia del campo del Deep Learning y se invita al lector a explorar aspectos adicionales más allá de lo abordado en capítulos anteriores. Se describen de manera general otros paradigmas de aprendizaje automático actualmente ligados al Deep Learning, tales como el aprendizaje no supervisado, el aprendizaje autosupervisado o el aprendizaje por refuerzo, entre otros. También se introducen otras arquitecturas avanzadas, como los modelos generativos, el Transformer para visión y las redes neuronales para grafos. Al concluir este capítulo, el lector estará preparado para emprender su propio viaje de exploración, adentrarse en nuevas áreas y descubrir tecnologías de vanguardia que amplíen su conocimiento y posibilidades en el campo del Deep Learning.

			Convenios utilizados

			A lo largo de estas páginas, nos encontraremos con la necesidad de definir y acuñar términos que, en su gran mayoría, provienen del inglés, dado que gran parte de la literatura, publicaciones científicas y materiales de Internet se encuentran en este idioma. Sin embargo, para facilitar la comprensión y hacer el contenido accesible a un público más amplio, hemos tomado la decisión de españolizar algunos términos y utilizar su equivalente en inglés cuando sea pertinente.

			En general, presentaremos los términos en español junto con la traducción al inglés —y definiremos el acrónimo cuando sea común—. Esto permitirá a los lectores familiarizarse con la terminología en ambos idiomas y facilitará la búsqueda de información adicional en fuentes en español o en inglés. Es importante tener en cuenta que el uso de términos en inglés en el ámbito del Deep Learning es común y ampliamente aceptado, pues muchos de ellos no tienen una traducción directa o su equivalente en español es menos utilizado. Por esta razón, a partir de la primera aparición de un término, es posible que utilicemos su forma en inglés en situaciones en las que sea la convención más extendida o cuando su traducción pueda resultar inusual.

			En el transcurso del libro nos encontraremos con situaciones en las que desearemos resaltar conceptos relevantes o cuestiones a las que el lector deberá prestar especial atención. Para ello, utilizaremos «notas», bloques diferenciados como el que se muestra a continuación.

			
				
					
				
				
					
							
							NOTA:

						
					

					
							
							Esto es un ejemplo de nota. Las utilizaremos para remarcar alguna cuestión de especial relevancia.

						
					

				
			

			Por otro lado, aunque nuestro enfoque principal es brindar una experiencia práctica en el campo del Deep Learning, en ciertas ocasiones será necesario introducir formulaciones matemáticas que ayuden a aclarar la explicación o respalden los conceptos más importantes. Cuando necesitemos enfatizar la parte matemática del Deep Learning, utilizaremos fuentes y formatos distintos para denotar claramente que estamos presentando términos y operaciones matemáticas. Por ejemplo, para denotar términos como x o W, así como funciones y operaciones como y = f(x). Estos elementos diferenciadores nos permitirán enfocarnos en la formalización sin comprometer la fluidez del enfoque práctico que caracteriza al libro.

			Estilo de los ejemplos de código

			Para mejorar la claridad y la legibilidad del contenido de este libro, se adoptará un enfoque visual para diferenciar los bloques de código según el framework utilizado. Cada bloque de código asociado a un framework específico, ya sea Keras o PyTorch, se marcará con un recuadro distintivo y se indicará claramente la librería correspondiente. Por ejemplo, cuando se presente un código en Keras se verá como:

			
				
					
					
				
				
					
							
							Ejemplo de código en Keras

						
							
							Keras

						
					

				
				
					
							
							# Esto sería una línea de código en Keras

							salida = modelo.predict(entrada)

						
					

				
			

			Y su equivalente en PyTorch:

			
				
					
					
				
				
					
							
							Ejemplo de código en PyTorch

						
							
							PyTorch

						
					

				
				
					
							
							# Esto sería una línea de código en PyTorch

							salida = modelo(entrada)

						
					

				
			

			Este enfoque garantiza que los lectores puedan identificar rápidamente qué bloques de código están relacionados con cada framework y les permitirá seguir los ejemplos y casos de estudio de manera clara.

			Además, para aquellos bloques o instrucciones de código que sean genéricos y aplicables a ambos frameworks, se utilizará una fuente diferente para remarcarlos visualmente. Estos bloques de código no estarán marcados con un recuadro específico, pero seguirán siendo fácilmente distinguibles gracias a la fuente utilizada. Por ejemplo, un código Python en el cual simplemente se definen dos vectores (arrays) utilizando la librería NumPy:

			import numpy as np

			a = np.array([1, 2, 3])

			b = np.array([4, 5, 6])

			A menudo necesitaremos intercalar algún aspecto del código en el propio texto. Del mismo modo, utilizaremos una fuente diferente para referirnos a esos aspectos. Por ejemplo, si queremos hacer referencia a los vectores a y b del código anterior, o indicar como se haría su suma: a + b.

			A través de estas estrategias visuales esperamos facilitar el proceso de aprendizaje y permitir que los lectores se sumerjan de manera intuitiva en el desarrollo práctico de proyectos de Deep Learning utilizando tanto Keras como PyTorch.

			Información de soporte

			Para complementar la experiencia de aprendizaje en Deep Learning con Keras y PyTorch, hemos creado un repositorio público en GitHub que contiene los códigos de los casos de estudio presentados en el libro. El enlace al mismo es https://deep-learning-keras-pytorch.github.io/.

			Mediante los recursos proporcionados en este repositorio, el lector podrá estudiar y experimentar con los códigos para obtener una comprensión más profunda de cómo aplicar el Deep Learning en diversos escenarios. También hemos incluido en el repositorio algunos códigos adicionales que permiten replicar algunas de las gráficas y visualizaciones presentadas en el libro.

			Por último, en la sección final del libro se encuentra una lista de referencias bibliográficas citadas a lo largo de los capítulos. Animamos al lector a explorar estas fuentes adicionales, que proporcionan una excelente oportunidad para profundizar en los conceptos explicados y ampliar el conocimiento en el campo del Deep Learning.
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			En la era tecnológica actual, la inteligencia artificial (IA) se ha convertido en un pilar fundamental que impulsa innovaciones en diversas industrias y áreas de la vida cotidiana. Según un estudio realizado por IBM en 2022, el 35 % de las compañías encuestadas ya utilizaban IA en su negocio, mientras que un 42 % adicional estaban, al menos, considerando su uso. Dentro de este contexto, el Deep Learning destaca como una de las ramas más prometedoras y revolucionarias del aprendizaje computacional, y representa el principal catalizador de los avances tecnológicos actuales. Sin ir más lejos, Google Research, la rama de innovación del gigante norteamericano, utiliza Deep Learning en la mayoría de sus proyectos.

			Si bien el término «Deep Learning» ha ganado popularidad en los últimos años, su historia se remonta décadas atrás, cuando los investigadores comenzaron a explorar y habilitar la idea de entrenar redes neuronales con múltiples capas para modelar de manera más profunda los datos. Desde entonces, este campo ha experimentado un crecimiento exponencial, alimentado por avances en hardware, algoritmos y conjuntos de datos masivos. La capacidad de las redes neuronales profundas para extraer patrones complejos y tomar decisiones precisas ha llevado a la revolución en diversas aplicaciones como el procesamiento de lenguaje natural, la visión por computador, la robótica, la medicina y muchas otras áreas. La demanda de expertos en Deep Learning continúa en aumento, y quienes se aventuren en este campo estarán equipados con habilidades muy valoradas y relevantes en la industria actual y futura.

			Con este libro pretendemos que te inicies en la creación de soluciones basadas en Deep Learning mediante un enfoque fundamentalmente práctico, pues consideramos que la mejor manera de aprender es poniendo en práctica los conceptos teóricos. A lo largo de las diferentes partes y capítulos, presentaremos ejemplos detallados y casos de estudio que abarcan una amplia variedad de problemas y aplicaciones reales. Desde la implementación de redes neuronales convolucionales para el reconocimiento de imágenes hasta la construcción de modelos de procesamiento de lenguaje natural basados en Transformers, los casos de estudio te permitirán adquirir una comprensión sólida de los fundamentos teóricos y una destreza práctica para construir soluciones basadas en Deep Learning.

			Te enseñaremos la forma de definir modelos de redes neuronales mediante dos de los frameworks más utilizados en la actualidad: Keras y PyTorch. Hemos escogido estas dos alternativas por su popularidad, facilidad de uso, versatilidad y eficiencia. Ambas cuentan con una vasta comunidad de seguidores y se utilizan ampliamente tanto para casos prácticos introductorios y prototipos rápidos, como para modelos más avanzados requeridos en la industria y la investigación científica. A lo largo de los capítulos, podrás aprender ambos frameworks de manera simultánea e identificar sus similitudes y diferencias de una manera intuitiva.

			Recuerda que el aprendizaje nunca termina. Este libro es solo el comienzo de tu viaje. A medida que incorpores nuevos conocimientos y habilidades, te animamos a seguir explorando, investigando y desafiándote a ti mismo. Esperamos que disfrutes de esta aventura y que encuentres en estas páginas la inspiración para crear soluciones innovadoras capaces de transformar el mundo que nos rodea.
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			[image: 1. Introducción al Deep Learning. En este capítulo aprenderás:]

			•Entender el concepto de Deep Learning y su relación con la inteligencia artificial.

			•Distinguir entre los tipos de aprendizaje computacional.

			•Identificar algunas de las aplicaciones más extendidas del Deep Learning.

		

	
		
			
			Introducción

			La inteligencia artificial (IA) ocupa un lugar destacado en los avances tecnológicos de nuestra era. Los descubrimientos científicos, el acceso a una mayor cantidad de datos y las mejoras en los sistemas de procesamiento han dado lugar a una gran variedad de aplicaciones exitosas de IA, como los modelos conversacionales (chatbots), el procesamiento de imágenes médicas o la conducción autónoma, entre otras muchas. Detrás del éxito de estas aplicaciones se encuentra el llamado Deep Learning.

			En este libro nos sumergimos en el mundo del Deep Learning con un enfoque eminentemente práctico. Lo hemos diseñado como una guía completa para quienes deseen iniciarse en este mundo, así como para aquellos con algún conocimiento previo que desean profundizar en el uso de estas herramientas en aplicaciones reales. Empezaremos en este capítulo por definir el concepto de Deep Learning y cómo difiere de otros enfoques de IA, para después explorar la construcción de redes neuronales artificiales. Utilizaremos los frameworks Keras y PyTorch, dos de los más populares y accesibles en la actualidad para la implementación y despliegue de modelos que permiten crear diferentes tipos de capas y combinarlas en arquitecturas complejas. Abordaremos el proceso de entrenamiento de estos modelos y las diferentes arquitecturas que encajan mejor con distintos tipos de datos. En cada capítulo se presentarán casos de estudio y ejemplos de proyectos prácticos para que los lectores puedan aplicar los conocimientos adquiridos en el mundo real.

			Al finalizar este libro, los lectores deberían sentirse cómodos con el uso de Keras y PyTorch para diseñar, entrenar, evaluar y mejorar modelos de Deep Learning en diferentes aplicaciones.

			Contexto del Deep Learning

			Antes de pasar a los aspectos prácticos, contextualizaremos los distintos paradigmas involucrados en la creación de modelos de Deep Learning. De este modo, el lector se hará una idea general de los conceptos más relevantes de este campo, sus interrelaciones y sus diferencias.

			La IA es una rama muy amplia de las ciencias de la computación. No es objetivo de este libro discutir desde un punto de vista filosófico su definición o delimitación. Sirva por ahora decir, simplemente, que la IA trata de construir modelos o sistemas que resuelvan problemas para los cuales un humano necesitaría un esfuerzo intelectual. Dentro de la IA podemos encontrar una gran diversidad de enfoques.

			Entre las distintas posibilidades, el aprendizaje automático o aprendizaje computacional (en inglés Machine Learning, ML) ocupa un lugar destacado en la actualidad. A diferencia de la programación tradicional de sistemas de IA, donde se codifican determinadas reglas para procesar nuevos datos y obtener resultados, el ML plantea la construcción de modelos inteligentes a través del aprendizaje, es decir, proporcionando ejemplos de resultados para datos concretos y esperando inferir las reglas subyacentes a partir de ellos (ver figura 1.1).
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			Figura 1.1. Diferencias entre la programación tradicional y el aprendizaje automático.

			Los modelos de ML se pueden entrenar partiendo de conjuntos de datos utilizando una variedad de enfoques, entre los cuales encontramos, principalmente, el aprendizaje supervisado, aprendizaje no supervisado y aprendizaje por refuerzo:

			•En el aprendizaje supervisado el modelo se entrena con datos etiquetados, lo cual significa que las respuestas o salidas correctas se proporcionan junto con los datos utilizados. El modelo aprende a hacer predicciones basadas en estos ejemplos y luego se puede usar para hacer predicciones sobre datos nuevos, es decir, no utilizados durante el entrenamiento. Por ejemplo, podemos entrenar un modelo para detectar automáticamente si un e-mail es spam a partir de un conjunto de datos que contenga e-mails convencionales y otros clasificados como spam.

			•En el aprendizaje no supervisado el modelo se entrena con datos no etiquetados, lo cual significa que debe encontrar patrones y relaciones en los datos por sí mismo. Un ejemplo de uso sería detectar segmentos concretos de usuarios que acceden a una web. Un modelo podría aprender a agrupar a los usuarios en función de sus comportamientos e interacciones.

			•El aprendizaje por refuerzo implica entrenar al modelo para que realice acciones en un entorno y luego recompensarlo o castigarlo en función de los resultados de esas acciones. Es un tipo de aprendizaje muy común en robótica, donde el robot debe aprender un determinado comportamiento a través de su interacción con el entorno.

			Independientemente del enfoque, el aprendizaje de modelos a partir de datos se puede obtener a través de diversas formulaciones y algoritmos. Uno de los paradigmas más importantes de ML en la actualidad son las redes neuronales. Estas siguen una estructura inspirada en el cerebro humano y consisten en capas de nodos interconectados capaces de aprender a reconocer patrones y tomar decisiones basadas en datos de entrada. Las redes neuronales se utilizan para una amplia gama de aplicaciones. Profundizaremos más en su funcionamiento e implementación a nivel práctico a partir del capítulo 4.

			Por otro lado, el Deep Learning (que en español podríamos traducir como «aprendizaje profundo»), es un tipo particular de redes neuronales que involucra el uso de varias capas de nodos interconectados para aprender patrones y relaciones más complejas. El término «profundo» (deep) se refiere al hecho de que estas redes neuronales tienen muchas capas, que pueden ir desde decenas hasta cientos o incluso miles de capas en algunos casos recientes. El término «profundo» se usa hoy en día para distinguir estos modelos de las redes neuronales superficiales más tradicionales que tienen solo unas pocas capas.
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			Figura 1.2. Representación gráfica de los conceptos de inteligencia artificial, aprendizaje automático, redes neuronales y aprendizaje profundo.

			El aprendizaje profundo se ha vuelto popular en los últimos años debido a su capacidad para lograr resultados de vanguardia en muchas aplicaciones de IA. El uso de arquitecturas profundas en redes neuronales no es una idea nueva, pero no ha sido posible hasta la última década entrenar redes neuronales profundas de manera efectiva. La disponibilidad de grandes cantidades de datos, un hardware más potente —incluyendo unidades de procesamiento gráfico (en inglés Graphical Processing Unit o GPU)— y avances metodológicos diversos, han permitido entrenar redes neuronales verdaderamente profundas.

			En resumen, las redes neuronales son un modelo de aprendizaje, mientras que el aprendizaje profundo involucra arquitecturas específicas de redes neuronales con muchas capas. Ambos paradigmas se encuadran dentro del ML, que a su vez es una opción para construir sistemas de IA. En la figura 1.2 se puede ver una representación gráfica del ámbito de estos conceptos.

			Aprendizaje de representaciones

			Una de las claves para el éxito del Deep Learning es su capacidad para aprender distintas abstracciones de los datos. A diferencia de otras técnicas de aprendizaje automático, las redes neuronales profundas son capaces de aprender de manera fundamentada cuáles son buenas características para resolver una tarea concreta.

			En el ML convencional, la extracción de características suele ser un paso crítico. Esta tarea implica seleccionar o diseñar manualmente características que puedan ser relevantes para el problema a resolver. Por ejemplo, supongamos que tenemos un conjunto de datos de imágenes y pretendemos clasificarlas según si contienen un perro o un gato. En tal caso, necesitaríamos extraer manualmente las características de las imágenes que resulten más discriminativas para este propósito. Por ejemplo, podríamos extraer características como la distribución del color de la imagen, la textura del pelaje o la forma de las orejas. Estas características se usarían como entrada para el modelo de aprendizaje automático. Aunque aquí hemos supuesto un caso sencillo, la extracción de características puede llegar a ser muy compleja, pues requiere experiencia en el dominio del problema y una buena comprensión de los datos. Además, la calidad de las características puede tener un impacto significativo en el rendimiento del modelo final. Si las características no son representativas de los patrones subyacentes en los datos, posiblemente el modelo no pueda aprender a resolver la tarea.

			Por el contrario, los modelos de aprendizaje profundo están diseñados para aprender automáticamente las mejores características de los datos, y se elimina así la necesidad de la extracción manual de características. Como se ha comentado anteriormente, el aprendizaje profundo se refiere al hecho de que los modelos están diseñados con muchas capas de nodos interconectados. Esta arquitectura permite que el modelo aprenda representaciones jerárquicas de los datos, donde cada capa aprende a analizar características o patrones cada vez más complejos. Por ejemplo, en la tarea de clasificación entre perros y gatos, las primeras capas de un modelo de aprendizaje profundo podrían aprender a detectar características simples, como texturas y bordes, y las capas posteriores irían combinando estas características para formar representaciones más complejas, como orejas, patas o colas. De este modo, a medida que los datos se procesan a través de las capas, el modelo aprende a detectar estos conceptos útiles para distinguir entre perros y gatos.

			Al aprender características directamente de los datos, los modelos de aprendizaje profundo tienen el potencial de lograr un mayor rendimiento que las aproximaciones basadas en ML convencional. Esto se debe a que no están limitados por la calidad de las características diseñadas o seleccionadas manualmente, sino que el modelo puede aprender características optimizadas para la tarea específica en cuestión, lo cual lo hace más adaptable a diferentes tipos de datos y aplicaciones (ver figura 1.3).
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			Figura 1.3. Comparación entre ML y Deep Learning.

			La flexibilidad del Deep Learning para adaptarse a todo tipo de tareas viene, no obstante, con un coste: los modelos de aprendizaje profundo generalmente requieren mayores cantidades de datos y recursos computacionales para entrenar de manera eficaz.

			Aplicaciones

			El aprendizaje profundo está transformando radicalmente el mundo y creando nuevas posibilidades para la automatización de todo tipo de tareas. La forma en las que las máquinas procesan la información ha cambiado hasta ser capaces de realizar acciones que podríamos considerar inteligentes y automatizar la toma de decisiones en diversas áreas, como podría ser el caso de la conducción autónoma. A medida que los modelos se vuelven más complejos y las redes neuronales más profundas, la utilidad potencial de estas técnicas continúa expandiéndose. A continuación, presentamos una selección de algunas de las aplicaciones más destacadas en diferentes sectores de los modelos de aprendizaje profundo:

			•Procesamiento de imágenes: Son muy eficaces para reconocer objetos y patrones en imágenes, lo que los hace útiles para una variedad de aplicaciones en campos como la imagen médica, la teledetección o el control de calidad.

			•Procesamiento de Lenguaje Natural: También permiten procesar y analizar el lenguaje humano. Las aplicaciones concretas de este campo incluyen la traducción automática, el análisis de sentimientos y los modelos de conversación.

			•Reconocimiento de voz: Se utilizan ampliamente en aplicaciones de reconocimiento de voz, como asistentes virtuales y en dispositivos activados por voz.

			•Sistemas de recomendación: Se pueden utilizar para crear sistemas de recomendación personalizados que sugieran productos, servicios o contenido a los usuarios en función de sus interacciones y preferencias anteriores.

			•Robótica: Se utilizan para enseñar a los robots a realizar tareas complejas, como el reconocimiento y la manipulación de objetos.

			•Biometría: Se pueden utilizar en los sistemas biométricos para identificar a las personas en función de sus características físicas o de comportamiento únicas, como el reconocimiento facial, el reconocimiento de voz o el análisis de la marcha.

			•Conducción autónoma: Se están utilizando para desarrollar sistemas de conducción autónomos capaces de interpretar y responder a una variedad de escenarios de conducción del mundo real. Estos sistemas utilizan sensores y cámaras para recopilar datos sobre el entorno y algoritmos de aprendizaje profundo para procesar estos datos y tomar decisiones sobre cómo controlar el vehículo.

		

	
		
			
			[image: 2. Aspectos generales del Deep Learning. En este capítulo aprenderás:]

			•Identificar las distintas etapas de un proyecto de Deep Learning.

			•Comprender el proceso de entrenamiento de una red neuronal y los pasos involucrados.

			•Entender los conceptos de función de activación, función de pérdida, optimizador y propagación hacia atrás.

			•Utilizar terminología específica de Deep Learning.

		

	
		
			
			En este capítulo nos adentramos en aspectos generales del Deep Learning. Repasaremos las distintas etapas de un proyecto, abordaremos sus diferentes formulaciones y resaltaremos la importancia de un manejo cuidadoso de los datos. También se presentará, de forma general, el proceso de entrenamiento de una red neuronal y los pasos involucrados.

			Además, aprovecharemos este capítulo para introducir conceptos fundamentales y terminología específica de la disciplina, de manera que el lector se familiarice con su significado antes de utilizarlos de manera práctica en los siguientes capítulos.

			Etapas de un proyecto

			Cuando nos enfrentamos a un problema que deseamos resolver mediante Deep Learning, existen una serie de etapas que ayudan a guiar el proceso de desarrollo (ver figura 2.1):

			1.Formulación del problema: Esto implica traducir el objetivo general en una tarea específica que un modelo de Deep Learning pueda abordar. Para ello, es esencial definir la tarea en términos de entradas y salidas, como veremos en la siguiente sección. De este modo se puede determinar qué tipo de modelo y arquitectura serán más apropiados.

			2.Preparación de datos: Consiste en recopilar los datos necesarios para entrenar y evaluar un modelo. Esto puede implicar la recolección de datos existentes, la adquisición de conjuntos de datos disponibles en formato abierto o la generación de datos sintéticos. Además, es importante realizar tareas de limpieza, preprocesamiento y transformación de los datos para asegurarse de que estén en el formato adecuado para el entrenamiento.

			3.Diseño de la red neuronal: En esta etapa se selecciona la arquitectura del modelo de Deep Learning que mejor se adapte al problema en cuestión. También se establecen los hiperparámetros1 del modelo, como el número y tamaño de las capas de la red o las funciones de activación.

			4.Entrenamiento del modelo: En esta fase se lleva a cabo el entrenamiento o ajuste del modelo utilizando los datos recopilados y preparados. El objetivo es modificar los parámetros del modelo para mejorar su rendimiento en la tarea en cuestión. Esto se logra mediante el uso de algoritmos de optimización, como el descenso del gradiente estocástico y sus variantes.

			5.Evaluación: Una vez que el modelo ha sido entrenado, se evalúa su rendimiento utilizando datos de prueba o de validación que no se utilizaron durante el entrenamiento. Es importante en esta etapa seleccionar aquellas métricas de evaluación que mejor se correlacionan con el problema en cuestión. Esta evaluación ayuda a comprender cómo se desempeña el modelo y si cumple con los criterios de éxito que buscamos en nuestro problema. Volveremos a esta cuestión con mayor profundidad más adelante.

			6.Despliegue: Una vez que el modelo ha sido entrenado y evaluado, se puede utilizar para realizar predicciones o tomar decisiones automatizadas en función de nuevos datos de entrada. Para ello, podríamos integrarlo en un entorno de producción de una plataforma existente, desarrollar una interfaz de usuario propia o construir una interfaz de programación de aplicaciones (en inglés application programming interface o API) que haga consultas al modelo.
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			Figura 2.1. Etapas de un proyecto de Deep Learning.

			Formulaciones

			La formulación de un problema de Deep Learning se define mediante los tipos de entrada y salida. Estos componentes son fundamentales para diseñar la arquitectura y configuración adecuada de la red neuronal. A continuación, se describen con más detalle estos conceptos.

			Tipos de entradas

			En general, las redes neuronales son flexibles y pueden procesar diferentes tipos de datos. Los más habituales son los siguientes:

			1.Vectores de características: Son una representación numérica que captura las características más relevantes de un dato para un problema determinado. Por ejemplo, si queremos hacer un modelo que distinga entre perros y gatos, podemos considerar características como la distancia entre los ojos, el ángulo de las orejas o el grosor de la nariz.

			2.Imágenes: Consisten en matrices de píxeles, donde cada píxel contiene información sobre el color y la intensidad de cada posición de la imagen.

			3.Secuencias: Corresponden a una serie de datos ordenados, que pueden capturar dependencias contextuales y relativas entre ellos.

			En la mayoría de los problemas, los datos pueden plantearse como algunos de estos tipos. Por ejemplo, un texto puede entenderse como una secuencia de palabras, mientras que una grabación sonora puede verse también como una secuencia de amplitudes o transformarse en un espectrograma, que a su vez puede entenderse como una imagen. A menudo podemos encontrar problemas en los cuales los datos de entrada son combinaciones de los tipos descritos anteriormente, como un vídeo (secuencia de imágenes).

			
				
					
				
				
					
							
							NOTA:

						
					

					
							
							Como veremos a lo largo del libro, el tipo de entrada desempeña un papel fundamental a la hora de elegir la arquitectura de la red neuronal. Por ejemplo, los perceptrones multicapa (capítulo 4) son adecuados para los vectores de características, las redes neuronales convolucionales (capítulo 5) están especialmente diseñadas para tratar con imágenes, mientras que las redes neuronales recurrentes (capítulo 6) tratan con secuencias.

						
					

				
			

			Tipos de salidas

			Los modelos de redes neuronales pueden producir diferentes tipos de salidas según el problema que se esté abordando. A grandes rasgos, existen dos enfoques principales: la clasificación y la regresión.

			•La clasificación implica asignar una muestra de entrada a una categoría específica dentro de un conjunto de posibilidades conocido de antemano. Un ejemplo es distinguir entre imágenes de perros y gatos.

			•La regresión consiste en predecir un valor numérico continuo, como predecir el precio de una vivienda basándose en sus características de ubicación, tamaño o número de habitaciones.

			
				
					
				
				
					
							
							NOTA:

						
					

					
							
							La mayoría de problemas de Deep Learning pueden encuadrarse en alguno de estos tipos generales. Por ejemplo, en un problema de generación de texto —como el de construir un chatbot—, la salida de la red puede verse como un clasificador, porque debe escoger entre todas las posibles palabras (categorías) de un determinado lenguaje. En un problema de detección de personas en imágenes, la red neuronal resuelve un problema de regresión, pues debe indicar las coordenadas (valores continuos) de las personas en la imagen.

						
					

				
			

			Importancia de los datos

			Los datos tienen una importancia crucial en cualquier proyecto basado en aprendizaje computacional, puesto que a partir de ellos se genera el conocimiento que se codifica en el modelo. Para obtener un modelo que resuelva una determinada tarea de manera eficaz, es fundamental que los datos utilizados cumplan una serie de criterios. Los más relevantes son:

			•Cantidad suficiente de datos: Los modelos de Deep Learning suelen tener una gran cantidad de parámetros que deben ser ajustados durante el entrenamiento para capturar patrones complejos. Cuanta más cantidad de datos de entrenamiento haya disponible, más información se proporciona al modelo para aprender dichos patrones. La escasez de datos puede llevar a un fenómeno llamado «sobreajuste», donde el modelo memoriza los datos de entrenamiento en lugar de aprender patrones generales. Esta cuestión se analizará más en profundidad en el capítulo 7.

			•Representatividad: La representatividad de los datos se refiere a la diversidad del conjunto de entrenamiento en relación con el problema que se quiere resolver. Es esencial recopilar datos representativos de todas las posibles variaciones que el modelo encontrará en su uso real. Por ejemplo, si queremos hacer un clasificador que nos indique si en una determinada imagen hay un perro o un gato, es aconsejable entrenar el modelo de reconocimiento con imágenes de perros y gatos de distintas razas. En caso contrario, el modelo podría no aprender a generalizar el concepto de «perro» o «gato» y acabaría simplemente memorizando las razas que se le proporcionan durante el entrenamiento. En la práctica, por tanto, la falta de representatividad puede conllevar a sesgos indeseados en el modelo.

			Tiempo dedicado a los datos

			El porcentaje de tiempo dedicado a la preparación de datos en un proyecto de Deep Learning puede variar considerablemente según la naturaleza del problema, la calidad de los datos disponibles y la experiencia del equipo. No hay una regla fija en cuanto al porcentaje exacto, pues cada proyecto es único. Sin embargo, es común que la preparación de datos consuma una parte significativa del tiempo y esfuerzo total dedicados al proyecto. Estimaciones generales indican que esta fase puede llevar entre el 50 % y el 80 % del tiempo total de un proyecto de Deep Learning.

			La preparación de datos puede involucrar desde la recolección inicial hasta su transformación final en un formato adecuado para entrenar el modelo. Esto implica realizar una exploración y análisis de datos previo, hacer la carga en la máquina donde se va a entrenar el modelo, procesar y filtrar datos incorrectos y aplicar técnicas de preprocesamiento y normalización, según sea necesario. Además, en algunos casos, puede ser necesario realizar ciertas tareas manualmente, como el propio etiquetado de datos (asignar el resultado correcto, el que esperamos que prediga el modelo, a cada uno de ellos) o la recopilación de más datos adicionales para mejorar la representatividad.

			Es importante destacar que la preparación de datos es una etapa crítica para garantizar la calidad y robustez de los resultados. Incluso pequeños errores en los datos de entrada pueden afectar significativamente el rendimiento y la precisión del modelo final. Por lo tanto, aunque pueda resultar tedioso, dedicar el tiempo y esfuerzo adecuado a la preparación de datos es fundamental para obtener resultados satisfactorios. Además, el tiempo invertido en la preparación de datos puede ahorrar problemas y frustraciones en etapas posteriores del proceso de desarrollo. Una vez que los datos están correctamente preparados, el entrenamiento del modelo es mucho más satisfactorio.

			Carga de datos

			Tanto Keras como PyTorch ofrecen diferentes formas de cargar datos para entrenar modelos. Ambas librerías proporcionan mecanismos para cargar datos en crudo, como imágenes o datos tabulares, así como API generales a través de dataloaders, para una mayor flexibilidad. Afortunadamente, para hacer pruebas de concepto o prácticas sencillas, también existen una serie de conjuntos de datos ampliamente utilizados que pueden cargarse de manera simple con un par de líneas de código.

			Para cargar datos generales pueden utilizarse librerías generales como Pandas u OpenCV para el manejo de datos tabulares o imágenes, respectivamente. Estas permiten cargar los datos antes de usarlos para entrenar el modelo. Por ejemplo, en el caso de imágenes, se pueden utilizar funciones de lectura de imágenes para cargar los archivos de imagen y luego aplicar transformaciones, como redimensionar, normalizar o recortar, según sea necesario. Para datos tabulares, se pueden utilizar funciones de lectura de archivos CSV para cargar los datos en un formato estructurado directamente y filtrarlos convenientemente antes de su uso.

			Además, tanto Keras como PyTorch proporcionan API generales para cargar y preprocesar datos a través de dataloaders. Estos componentes permiten manejar datos de entrenamiento de manera mucho más eficiente, aplicando transformaciones en tiempo real durante el entrenamiento. También ofrecen opciones para mezclar los datos, lo cual ayuda a evitar el sesgo que puede surgir cuando los datos están ordenados a través de algún criterio no deseado.

			En cuanto a los datos precargados, existen una variedad de conjuntos populares que se pueden utilizar directamente en el código. Estos incluyen problemas estándar en el campo del Deep Learning, como MNIST o CIFAR-10 para clasificación de imágenes, entre otros. Keras y PyTorch proporcionan funciones integradas para descargar de Internet y cargar en la memoria automáticamente estos conjuntos de datos, lo que facilita considerablemente su uso.

			Particiones

			Una vez disponibles, la forma de utilizar los datos tiene un impacto crucial en la creación y evaluación del modelo de Deep Learning. Esto implica que hay que tomar decisiones estratégicas para ajustar el rendimiento de un modelo de manera efectiva antes de implementarlo en un entorno de producción.

			Cuando se trabaja con datos de entrenamiento, es esencial monitorizar el rendimiento del modelo en datos que no se han visto durante este proceso. Esto se debe a que un modelo puede aprender a ajustarse demasiado a los datos de entrenamiento (lo que se suele llamar «sobreajuste» o «memorización»), lo cual resulta en una falta de generalización y rendimiento deficiente en nuevos datos.

			Una práctica común en este sentido es la partición de los datos en conjuntos disjuntos, que se utilizan de manera distinta. Esta división tiene como objetivo permitir una evaluación rigurosa del modelo, ayudando a detectar el sobreajuste, y monitorizar su capacidad de generalización a datos que no se han utilizado para entrenar. Típicamente, los datos disponibles se dividen en dos o tres conjuntos o particiones (ver figura 2.2):

			•Conjunto de entrenamiento (training set: Suele ser la parte más grande del conjunto de datos y se utiliza para entrenar el modelo. El modelo se ajusta a los datos de entrenamiento mediante la optimización de sus parámetros y la minimización de una función de pérdida. Cuanto más grande sea el conjunto de entrenamiento, mejor será el modelo, en general, siempre y cuando los datos sean representativos y estén bien distribuidos.

			•Conjunto de validación (validation set: Una vez que el modelo se entrena con los datos de entrenamiento, se utiliza el conjunto de validación para evaluar su rendimiento y seleccionar los mejores hiperparámetros. Como se ha indicado, los hiperparámetros son configuraciones del modelo que no se aprenden durante el entrenamiento, como el número de épocas de entrenamiento (ver siguientes secciones). También se pueden considerar hiperparámetros las decisiones que dan lugar a diversas alternativas en la arquitectura del modelo: número de capas, tamaño de las capas, funciones de activación, etc. Al ajustar la configuración utilizando el conjunto de validación, se busca maximizar el rendimiento del modelo en datos no vistos durante el entrenamiento. Es importante recalcar que este conjunto es opcional, y que si no hay ningún hiperparámetro que ajustar no es necesario, y se pueden aprovechar los datos en alguna otra partición.

			•Conjunto de prueba (test set: Una vez que el modelo ha sido entrenado y ajustado utilizando los conjuntos de entrenamiento y validación, se utiliza el conjunto de prueba para evaluar su rendimiento final de manera imparcial. El conjunto de prueba es un conjunto de datos independiente que no se utiliza durante el entrenamiento ni durante la validación. Proporciona una estimación realista del rendimiento del modelo cuando se utiliza en un entorno final con datos completamente nuevos.

			[image: ]

			Figura 2.2. Particiones de los datos típicas de un proyecto de Deep Learning.

			La creación de estas particiones de datos se debe realizar de manera aleatoria entre todos los datos disponibles, para evitar, en la medida de lo posible, los sesgos potenciales si se dividen siguiendo un criterio específico. No hay una regla general con respecto a cómo repartir los datos totales entre las distintas particiones. Por lo general, se deja entre un 60 % y un 80 % de los datos para entrenamiento, y se reparte de manera igualitaria el resto entre el conjunto de validación (si lo hay) y el de prueba.

			En ocasiones, cuando la cantidad de datos es insuficiente para que los resultados tengan validez estadística, se recurre a la validación cruzada. En lugar de realizar una única partición de los datos en conjuntos de entrenamiento, validación y prueba, se divide el conjunto de datos en múltiples pliegues (folds) de estos tres conjuntos. El modelo se entrena, se valida y se evalúa en cada pliegue de forma iterativa, promediando las métricas de evaluación obtenidas. Esto proporciona una estimación más robusta del rendimiento del modelo, aprovecha al máximo los datos disponibles y minimiza el impacto de los sesgos en la evaluación.

			Normalización de los datos

			La normalización de datos es un paso fundamental antes de entrenar una red neuronal, con un posible impacto significativo en el rendimiento. La normalización consiste en ajustar las características de los datos para que tengan una escala y distribución comunes. Esta práctica es esencial debido a la sensibilidad de los algoritmos de Deep Learning a las diferentes magnitudes y rangos de los datos. La importancia de la normalización radica en varios aspectos:

			•Convergencia: La normalización de datos ayuda a que el modelo converja más rápidamente durante el entrenamiento. Cuando los datos tienen diferentes escalas, las actualizaciones de los pesos pueden ser más lentas en las características con valores grandes, lo que dificulta la convergencia. Al normalizar los datos, se reduce la disparidad en las escalas y se facilita el proceso de optimización.

			•Evitar el sesgo de características: Si las características de entrada tienen diferentes escalas, algunas de ellas pueden dominar sobre las demás durante el entrenamiento, lo cual puede sesgar negativamente al rendimiento del modelo. La normalización permite que todas las características tengan un impacto similar en el aprendizaje, y evita así efectos no deseados.

			•Mejorar la estabilidad del modelo: La normalización reduce la sensibilidad del modelo a los cambios en los datos. Pequeñas variaciones en los valores de entrada tendrán un efecto más predecible y consistente en el rendimiento del modelo después de la normalización. Esto ayuda a garantizar que el modelo sea más robusto y generalizable a datos nuevos.

			Existen diferentes técnicas de normalización, como la normalización min-max, que escala los datos al rango continuo [0, 1]; la normalización z-score, que transforma los datos para que tengan media cero y desviación estándar uno (distribución gaussiana); y la normalización por máximos absolutos, que divide los datos por su valor máximo absoluto.

			
				
					
				
				
					
							
							NOTA:

						
					

					
							
							Tanto Keras como PyTorch facilitan la compatibilidad con funciones de normalización procedentes de librerías generalistas o incluso de código propio. Además, ambos permiten también aplicar la normalización de datos como si fuera una capa más de la red neuronal.

						
					

				
			

			Entrenar una red neuronal

			Aunque no es objetivo de este libro desarrollar el marco teórico detrás de las redes neuronales profundas, es aconsejable que el lector se haga una idea general de cómo funciona el proceso de entrenamiento. Esto ayuda a plantear mejor un proyecto de Deep Learning e identificar con mayor facilidad los posibles errores que puedan surgir durante su realización.

			El entrenamiento de una red neuronal profunda es un proceso iterativo en el que el modelo aprende a partir de los datos de entrenamiento para hacer predicciones cada vez más precisas. El proceso de entrenamiento implica los siguientes pasos (ver figura 2.3):

			1.Inicialización de pesos: Los pesos representan los parámetros ajustables del modelo que se modificarán durante el entrenamiento. Al comenzar el proceso, no hay conocimiento del problema por lo que se inicializan aleatoriamente o utilizando alguna técnica específica con garantías estadísticas.

			2.Propagación hacia adelante (forward pass: Los datos de entrenamiento se introducen en la red neuronal y se propagan hacia adelante capa por capa. Cada capa aplica una serie de transformaciones a los datos de entrada hasta generar una salida.

			3.Cálculo de la pérdida: La salida generada por la red se compara con las etiquetas o valores reales correspondientes a los datos de entrenamiento. Se calcula una medida de error o pérdida que cuantifica la discrepancia entre las predicciones del modelo y los valores reales.

			4.Retropropagación del error (backward pass: El error se propaga hacia atrás a través de la red neuronal para calcular la contribución de cada peso a la pérdida total. Este proceso utiliza el algoritmo de retropropagación (backpropagation) para ajustar los valores de los parámetros del modelo y minimizar la pérdida.

			5.Actualización de los pesos: Utilizando un algoritmo de optimización, como el descenso del gradiente (gradient descent), se ajustan los pesos de las conexiones en la dirección opuesta al gradiente de la función de pérdida. Esto permite actualizar los pesos de manera que la pérdida se minimice gradualmente.

			6.Repetición del proceso: Los pasos 2-5 se repiten hasta que se hayan procesado todos los datos de entrenamiento. Cuando esto ocurre, se ha completado una «época». El proceso de entrenamiento continúa del mismo modo hasta que se alcance un cierto criterio de finalización, como, por ejemplo, un número máximo de épocas.

			[image: ]

			Figura 2.3. Proceso de entrenamiento de una red neuronal.

			Es importante tener en cuenta que el proceso de entrenamiento puede ser complejo y requerir ajustes y optimizaciones según el problema y los datos específicos.

			Parámetros de entrenamiento

			Entrenar una red neuronal involucra la selección de ciertos parámetros que desempeñan roles clave en el proceso. Los más importantes son:

			•Número de épocas (epochs): Como se ha mencionado anteriormente, las épocas se refieren al número de veces que el modelo recorre todos los datos de entrenamiento durante el proceso de ajuste. El número de épocas suele ser el parámetro que establece la parada del proceso y su ajuste óptimo puede variar según el tamaño del conjunto de datos y la complejidad del problema. Un número insuficiente de épocas puede llevar a un modelo subóptimo, mientras que un número excesivo puede provocar sobreajuste.

			•Tamaño del lote: Un lote o «batch» se refiere al número de ejemplos de entrenamiento que se procesan en paralelo durante las etapas de propagación del entrenamiento. En lugar de actualizar los pesos después de cada ejemplo individual, se actualizan después de cada lote de manera simultánea. Esto se conoce como descenso por gradiente estocástico (en inglés stochastic gradient descent o SGD). Utilizar lotes en el entrenamiento tiene ventajas computacionales, pues se pueden aprovechar cálculos en paralelos en hardware especializado. Además, es conocido que el uso de lotes puede ayudar a mejorar la estabilidad y generalización del modelo.

			•Función de pérdida (loss function: La función de pérdida es la medida que cuantifica la discrepancia entre las predicciones del modelo y los valores esperados, indicados en el conjunto de entrenamiento. Como se ha mencionado en la sección anterior, el objetivo del entrenamiento de una red neuronal es minimizar esta función de pérdida mediante el ajuste de los pesos de la red. No existen funciones de pérdida universales sino que el tipo de problema determinará la función de pérdida apropiada, como veremos en la siguiente sección.

			•Tasa de aprendizaje (learning rate: La tasa de aprendizaje determina la magnitud de cada paso del descenso por gradiente durante la retropropagación. Es un factor crítico que puede influir en la velocidad de convergencia y la calidad de los resultados. Si la tasa de aprendizaje es demasiado alta, el modelo puede oscilar y no converger. Si es demasiado baja, el modelo puede tardar mucho tiempo en converger o estancarse en valores subóptimos. En general, se requiere un ajuste cuidadoso de la tasa de aprendizaje para obtener un equilibrio adecuado.

			
				
					
				
				
					
							
							NOTA:

						
					

					
							
							El ajuste más favorable de estos parámetros es complicado de prever a priori por lo que durante el desarrollo de un proyecto conviene considerar diversas opciones. Normalmente, se utiliza el conjunto de validación para monitorizar la bondad de las distintas alternativas y se selecciona la que mejor desempeño obtiene en el conjunto de validación, la cual es finalmente evaluada en la partición de prueba.

						
					

				
			

			Funciones de pérdida

			Mediante la minimización de la función de pérdida, el modelo adquiere la capacidad de realizar predicciones más precisas y consistentes con los datos proporcionados. Para lograr esto, es fundamental que la función de pérdida sea derivable, lo que permite calcular la dirección de su gradiente y conocer cómo deben modificarse los pesos para aproximarse a un mínimo.

			La función de pérdida adecuada depende principalmente del tipo de salida. Las siguientes son algunas de las más comunes:

			•Entropía cruzada (Cross Entropy): Es una función comúnmente utilizada para problemas de clasificación. La entropía cruzada penaliza las predicciones incorrectas de manera severa, lo que impulsa al modelo a ajustar sus parámetros para que las estimaciones predichas se acerquen lo más posible a las reales.

			•Error Cuadrático Medio (en inglés Mean Squared Error o MSE): Es una función de pérdida típica de problemas de regresión. Mide el promedio de los errores al cuadrado entre las predicciones del modelo y los valores reales. El MSE da mayor peso a los errores más grandes, por lo que considera de manera más significativa las discrepancias más groseras.

			Optimizadores

			La optimización de una red neuronal profunda es un desafío debido a la naturaleza no lineal y altamente dimensional de los modelos. Incluso utilizando métodos bien fundamentados como el descenso por gradiente y la retropropagación, encontrar los parámetros óptimos que minimizan la función de pérdida puede ser complejo debido a la presencia de múltiples «mínimos locales». Estos mínimos locales pueden estancar el proceso de optimización y evitar que encuentre el mínimo global deseado.

			Para superar esta problemática, se han desarrollado algoritmos de optimización más sofisticados que SGD. Algunos de estos algoritmos incluyen Adadelta, Adam, RMSprop o Adagrad, por nombrar los más comunes. Estos algoritmos buscan mejorar el proceso de optimización adaptando diversos parámetros del proceso (como la tasa de aprendizaje), utilizando información sobre el histórico de gradientes y explorando diferentes direcciones en el espacio de búsqueda. Esto reduce la posibilidad de estancarse en mínimos locales, lo que a su vez permite encontrar soluciones más cercanas al mínimo global de la función de pérdida.

			Evaluación de los resultados

			Durante el desarrollo de un modelo de Deep Learning, es común evaluar el desempeño en diversas etapas a través de funciones de evaluación, también llamadas métricas. Aunque son conceptos que pueden resultar similares, es importante destacar la diferencia conceptual entre una función de pérdida y una métrica. Como se ha comentado anteriormente, el objetivo de una función de pérdida es guiar el proceso de optimización de la red neuronal. Sin embargo, interpretar el valor de la función de pérdida puede resultar complicado, ya que no siempre se traduce directamente en una noción clara de rendimiento. Por otro lado, las métricas proporcionan una evaluación más intuitiva y fácil de interpretar del rendimiento del modelo, y permiten una comparación más sencilla entre diversas alternativas.

			La elección de las métricas adecuadas depende del tipo de problema y los objetivos específicos del proyecto. Algunas métricas son más adecuadas para problemas de clasificación, mientras que otras son más relevantes para problemas de regresión. Las métricas más utilizadas en Deep Learning son:

			•Exactitud (Accuracy): Es una métrica ampliamente utilizada en problemas de clasificación. Representa la proporción de predicciones correctas sobre el total de predicciones realizadas por el modelo. Es útil cuando las clases están balanceadas y todas tienen la misma importancia.

			•Precisión (Precision): La precisión es útil en problemas de clasificación donde solo hay dos posibles salidas (también llamada clasificación binaria). En estos casos, una clase toma el rol de clase «positiva»—la más relevante para el problema— y la otra toma el rol de clase «negativa». La precisión mide la proporción de muestras clasificadas como positivas que son realmente positivas. Es relevante cuando el coste de que el modelo proporcione un falso positivo sea alto.

			•Exhaustividad (Recall): Al igual que la precisión, es especialmente relevante en problemas de clasificación binaria. La exhaustividad mide la proporción de muestras positivas que se clasifican correctamente. Es útil cuando el coste de un falso negativo sea alto.

			•Valor F1 (F1 Score: Es una métrica que combina tanto la precisión como la exhaustividad, pues resulta de la media armónica de éstas. Es especialmente adecuada cuando el equilibrio entre ambas métricas no es fácil de determinar a priori.

			
				
					
				
				
					
							
							NOTA:

						
					

					
							
							Estas son solo algunas de las métricas más típicamente utilizadas en el contexto de Deep Learning. No obstante, existen muchas otras que pueden resultar más adecuadas, dependiendo del problema y los requisitos específicos del proyecto.

						
					

				
			

			
				
					1 Se refiere a todo aquel parámetro que no pertenece al modelo, sino que se utiliza para definir su arquitectura o para controlar el proceso de entrenamiento.

				

			

		

	
		
			[image: 3. Keras y PyTorch. En este capítulo aprenderás:]

			•Entender el funcionamiento de los frameworks Keras y PyTorch.

			•Identificar las ventajas y desventajas de cada framework.

			•Definir una arquitectura de red neuronal general en Keras y PyTorch.
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